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Plan prezentacji

▪ Geneza i cel pracy

▪ Projekt systemu

▪ Metodyka badań

▪ Badania weryfikacyjne

▪ Implementacja systemu

▪ Podsumowanie i wnioski



3

Geneza

W związku z ciągłym rozwojem projektu 
Silesian Phoenix pojawiła się potrzeba 
automatyzacji wykonywania zadań przez 
robota w ramach zawodów ERC. W tym celu 
wykorzystać można system wizyjny. 

Cel pracy

Celem pracy jest opracowanie wizyjnego 
systemu lokalizacji i klasyfikacji obiektów 
dedykowanego dla robota eksploracyjnego. 

Rys. 1: Łazik marsjański [1]

Geneza i cel pracy
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▪ Wykorzystanie wstępnie nauczonej sieci neuronowej 
oraz przetrenowanie z wykorzystaniem 
przygotowanych danych uczących

▪ Rozdzielczość zdjęć stanowiących zbiór uczący 
608x608 px

▪ Proces uczenia przeprowadzony na komputerze PC 
(Intel Core i7-3930K, 48 GB RAM, 512 GB SSD, system 
Windows 10) z wykorzystaniem GPU (RTX 2070)

▪ Implementacja systemu na układzie Jetson Nano 
(system Linux w wersji Debian R32.3.1)

▪ Rozpoznawanie elementów wymienionych w 
regulaminie ERC 2020

▪ Praca systemu w czasie rzeczywistym 

▪ Oczekiwana średnia precyzja sieci 90 %

Rys. 2: Wstępny projekt panelu [2]

Rys. 3: Zdjęcie panelu z zawodów ERC [1]

Projekt systemu 
– najważniejsze założenia
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Rys. 4: Diagram wdrożeniowy systemu

Projekt systemu 
– diagram wdrożeniowy
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Rys. 5: Diagram czynności systemu

Projekt systemu 
– diagram czynności
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Rys. 7: Nałożone ramki określające 
położenie obiektu

Rys. 6: Przykładowe zdjęcia wchodzące 
w skład zbioru uczącego

Tab. 1: Nazwa oraz ilość utworzonych etykiet

Metodyka badań
– zbiór danych uczących
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Rys. 9: Zjawisko nadmiernego dopasowania sieci do 
zbioru trenującego [3]

Rys. 8: 4-krotna walidacja krzyżowa

Metodyka badań
– walidacja krzyżowa
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Rys. 10: Porównanie trenowania sieci z 
wykorzystaniem transferu wiedzy oraz 

bez [6]

▪ YOLOV4:

- 137 konwolucyjnych warst

- trenowana na zbiorze MS COCO [4]

▪ YOLOV3-TINY:

- 15 konwolucyjnych warst

- trenowana na zbiorze COCO trainval [5]

Metodyka badań
– transfer wiedzy
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▪ Trenowanie sieci YOLOv4 oraz YOLOv3-tiny z wykorzystaniem 
4-krotnej walidacji krzyżowej 

▪ Przeprowadzenie ewaluacji na zbiorach testowych, obliczenie mAP, 
IoU, wyznaczenie macierzy pomyłek

▪ Wyliczenie średniej precyzji dla obu sieci

▪ Analiza i porównanie wyników

▪ Opracowanie wniosków

Badania weryfikacyjne
– plan badań
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Tab. 2: Dobrane parametry sieci

Rys. 11: Wykres przebiegu trenowania-eksperyment 1, mAP oraz 
średnia strata – sieć YOLOv4

Badania weryfikacyjne
– trenowanie sieci neuronowej
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Tab. 3: Uzyskane wyniki podczas walidacji 
krzyżowej sieci YOLOv4 oraz YOLOv3-tiny

Tab. 4: Uzyskane wyniki podczas walidacji krzyżowej 
poszczególnych klas z użyciem sieci YOLOv4

Badania weryfikacyjne
– wybrane wyniki
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Wymagania wstępne:

▪ JetPack 4.3 (Linux debian
R32.3.1)

▪ Python 3.7

▪ CUDA 10.0

▪ CUDNN 7.6.4

▪ OpenCV 4.2

▪ Darknet

▪ Numpy 1.18.4

Rys. 12: Jetson Nano Developer Kit

Rys. 13: Kamera USB

Implementacja systemu
– Jetson Nano
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Tab. 5: Wyniki testu w warunkach rzeczywistych sieci YOLOv4

Rys. 15: Obraz wynikowy systemu wizyjnego

Implementacja systemu
– test systemu w warunkach rzeczywistych

Rys. 14: Scena przeprowadzanych badań
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▪ Cel pracy został osiągnięty, opracowany system wizyjny spełnia określone założenia 
przy zastosowaniu sieci YOLOv4.

▪ Największy wpływ na skuteczność sieci ma zbiór danych uczących. Im większe 
podobieństwo elementów zbioru do warunków rzeczywistych pracy, tym większa 
precyzja działania systemu.  

▪ Większa liczba konwolucyjnych warstw sieci zapewnia większa precyzje, jednak ze 
względu na bardziej skomplikowana architekturę wymaga większej mocy 
obliczeniowej, w konsekwencji czego siec osiąga mniejsza liczbę klatek na sekundę.

▪ Układ Jetson Nano dysponuje mocą obliczeniowa pozwalającą na prace systemów 
wizyjnych opierających się o sieci neuronowe. 

▪ Wykorzystanie transferu wiedzy pozwoliło na otrzymanie wysokiej precyzji działania 
sieci przy ograniczonym czasie trenowania.

▪ Zastosowanie augmentacji danych przy ograniczonym zbiorze uczącym zwiększa 
precyzje działania sieci.

▪ System zbudowany jest w sposób pozwalający na implementacje na robocie 
eksploracyjnym jako część odpowiedzialna za lokalizacje oraz detekcje obiektów.

Podsumowanie i wnioski
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